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Резиме 

Биофизилошките параметри кои континуирано можат да се следат со сензори, 

можат да дадат јасна слика за општата здравствена состојба на човекот во било кој 

момент. Таквите биофизолошки параметри се: електрокардиограм (ECG), брзината 

на срцеви отчукувања (heart rate-HR), крвен притисок (blood pressure-BP), брзината 

на дишење (respiration rate-RR), крвна сатурација со кислород (Blood Oxygen 

Saturation-SpO2), шеќер во крвта, потење на кожата, телесна температура  и други.  

Oд биофизиолошките параметри кои можат континуирано да се следат со помош 

на сензори, најпредизвикувачки е крвниот притисок, чие континуирано следење 

сеуште е во фаза на истражување. За негово следење се потребни дополнителни 

сигнали преку кои може да се процени неговата вредност. 

Висок или низок крвен притисок или неговите брзи флуктуации може да бидат 

поврзани со разни болести или состојби. Високиот крвен притисок е еден од 

најчестите здравствени проблеми во светот, во денешно време. Високиот крвен 

притисок може да претходи на сериозни срцеви заболувања, мозочен удар и 

откажување на бубрезите. Точното мерење на крвниот притисок е од витално 

значење за дијагностицирање, превенција и третман на овие болести. Крвниот 

притисок обично се мери во болниците, како дел од вообичаена медицинска рутина. 

Сепак, постои зголемена побарувачка за методологии, системи, како и точни и 

ненаметливи уреди што ќе овозможат континуирано мерење на крвниот притисок и 

мониторинг на широк спектар на пациенти, овозможувајќи им да ги извршуваат 

своите дневни активности без никакви нарушувања. Технолошките достигнувања 

во последната деценија создадоа можности за употреба на разни методологии и 

уреди како дел од амбителното живеење за подобрување на квалитетот на животот 

на луѓето во нивната природна средина. 

Во овој докторски труд е развиен систем со иновативна архитектура за 

континуирано следење на биофизиолошките параметри, посебно на крвниот 

притисок, а со цел навремено алармирање при некои нагли промени, и преку тоа 

да се обезбеди навремена и соодветна реакција, избегнување и спречување на 

некои сериозни ситуации кои можат да бидат со катастрофални исходи. 

Овој докторски труд предлага нова архитектура во која податоците се пред-

процесираат во мрежните уреди на самите рабови од мрежата и на тој начин ја 

подобруваат ефикасноста како и перформансите на самиот систем, истовремено 

намалувајќи го мрежниот сообраќај и латентноста. 

Системот е составен од сензори за собирање на податоци кои лесно можат да се 

носат и да не пречат во секојдневните рутини, истовремено е направена 

имплементација на алгоритми базирани на вештачка интелигенција, за обработка 

на сигнали, со цел да се направи деривација на потребните биофизиолошки 

параметри во реално време. На тој начин се овозможува и брза интервенција во 

случаите кога тоа е потребно. 

 

Клучни зборови: крвен притисок, PPG сигнал, Магла пресметка, машинско учење 
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Abstract 

Biophysiological parameters that can be continuously monitored with sensors can give a 

clear picture of a person's general health, at any time. Such biophysiological parameters 

are: electrocardiogram (ECG), heart rate (HR), blood pressure (BP), respiration rate (RR), 

blood oxygen saturation (SpO2). blood glucose, skin perspiration, body temperature and 

others. Of the biophysiological parameters that can be continuously monitored with the 

help of sensors, the most challenging is blood pressure, whose continuous monitoring is 

still in the research phase. To be precisely monitored, additional signals are needed. 

High or low blood pressure or its rapid fluctuations can be associated with various 

diseases or conditions. High blood pressure is one of the most common health problems 

in the world, nowadays. High blood pressure can be the reason for serious heart disease, 

stroke and kidney failure. Accurate blood pressure measurement is vital for the diagnosis, 

prevention and treatment of these diseases. Blood pressure is usually measured in 

hospitals as part of a medical routine. 

However, there is an increased demand for methodologies, systems, as well as devices 

that will allow continuous measurement of blood pressure and monitoring of a wide range 

of patients, allowing them to perform their daily activities without any inconveniences. 

Technological advances in the last decade have created opportunities for use of various 

methodologies and devices as part of an ambient assisted living, in order to improve the 

quality of life of people in their natural environment. 

In this doctoral dissertation a system for continuous monitoring of biophysiological 

parameters, especially BP is developed. The aim of the system is alerting in case of 

sudden changes, in order to provide appropriate response, and avoid or prevent some 

serious situations, which can have catastrophic outcomes. 

This doctoral thesis proposes an innovative Fog architecture in which the data is pre-

processed in the network edges, and thus the efficiency and performance of the system 

itself is improved, while network traffic and latency is reduced. 

The system consists of sensors for data collection that can be worn and not interfere with 

daily routines. At the same time algorithms based on artificial intelligence, for signal 

processing are implemented, in order to derive the necessary biophysiological 

parameters in real time. Therefore, rapid intervention is possible when needed. 

 

Keywords: blood pressure, PPG signal, Fog computing machine learning 
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Структурираност на трудот 

Трудот е структуриран во шест целини и тоа: Вовед, Пресметка во магла, 

Обработка на PPG сигналот и отстранување на шум, Методи за машинско учење,  

Основни карактеристики на PPG сигналот и Заклучок. 

 

Во првиот дел, воведот, се дава осврт на биофизиолошките параметри се 

нагласува потребата од нивно континуирано следење со цел одржување на 

здравјето. Акцентот е ставен на крвниот притисок како значаен параметар, 

показател на здравствената состојба, чие континуирано следење преставува 

особен предизвик. Се наведуваат досегашните постигнувања и обиди направени 

за лесно и ненаметливо, а сепак прецизно и континуирано мерење на крвниот 

притисок, споменувајќи ги постоечките методологии и уреди дизајнирани во таа 

насока. На крајот од овој дел се дадени целите за ова истражување. 

 

Вториот дел е делот за Пресметка во магла (Fog computing). Во овој дел наведени 

основните карактеристики на оваа, релативно нова архитектура, но во исто време 

се нагласуваат и сите можни предности и недостатоци, кои таа ги наметнува. Се 

прецизира разликата меѓу оваа архитектура и архитектурата за пресметка во 

облак и се наведени причините зошто е донесена одлука за користење на ваква 

архитектура во нашиот систем. 

 

Третиот дел е наменет за обработка на PPG сигналот и неговото прочистување 

од шум и движечки артефакти. Во овој дел, ние најпрво се дефинира проблемот 

кој е цел на нашето истражување, а подоцна се предложени и алгоритми за 

негово решавање. Во овој дел е презентиран нашиот алгоритам кој успешно се 

справува со отстранување на шумот од PPG сигналот, посебно шумот создаден 

при придвижувањето. На крај од овој дел се презентирани добиените резултати.  

 

Четвртиот дел е делот во кои се преставени методите на машинско учење а дел 

од нив подоцна се применети и во нашиот систем со цел да се добие прецизно 

предвидување. Овде се дадени методи за кластерирање регресија и 
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класификација, а е даден осврт и кон невронските мрежи и длабокото учење. 

Во петтиот дел се презентирани извлечените карактеристиките од PPG сигналот 

и нивната анотација, врз кои на крај се применети методите на машинско учење. 

Од методите за машинско учење, се користени алгоритмите за класификација 

имплементирани во WEKA: J48, Random Tree, Random Forest, LMT, Bayes Net, 

SMO, Multi-Layer Perceptron, KStar, AdaBoostM1 и JRip.  Со компарација на 

резултатите определено е кој од применетите методи дава најдобри резултати 

за предикција на крвниот притисок. Тоа се Random Tree, Random Forest и KStar 

кои даваат точна класификација од 95%. 

 

Шестиот дел е заклучокот каде е даден  осврт на основните поенти од 

истражувањето и потенцирани се  идните можни насоки за проширување на 

истото. 

 

Вовед 

Континуираното следење на био-физолошките параметри кај човекот, во 

амбиентални услови, е од големо значење и денес претставува фокус на 

медицината. Ваквиот начин на следење може да придонесе за навремено 

откривање на голем број здравствени проблеми и состојби, може да помогне во 

следењето и третманот на пациентите. Денес овој процес е реалност благодарение 

на технолошкиот напредок во повеќе сектори, почнувајќи од развојот на иновативни 

материјали, преку микро електронски компоненти, па се до развојот на 

информациско-комуникациските технологии. За оваа намена денес се користат  

системи базирани на сензори кои се ненаметливи и лесно носливи и не 

преставуваат пречка во нормалното  извршување на секојдневните човекови 

активности. 

Денес постојат голем број сензори, кои може да се закачат на едноставен и 

не-инвазивен начин на човековото тело, може лесно да се носат и да овозможат  

собирање на различни витални биофизолошки параметри односно сигнали. 

Ваквите сензори овозможуваат следење на здравствената состојба на човекот и 
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надвор од клиничкa околинa. На овој начин се овозможува следење на виталните 

сигнали за време на различни дневни активности, со што се овозможува подобар 

увид во здравјето на човекот, како и поставувањето на медицинска дијагноза или 

подобрување на процесот на закрепнување после интервенции или повреди. 

Ваквиот начин на континуирано следење на биофизолошките параметри е корисно 

и при извршувањето на спортски активности па дури и во случаи на обука за воени 

активности. 

Биофизиолошките параметри кои можат континуирано да бидат следени како 

витални сигнали се: електрокардиограм (ECG), брзината на срцеви отчукувања 

(heart rate-HR), крвен притисок (blood pressure-BP), брзината на дишење (respiration 

rate-RR), кислородна сатурација на крвта (Blood Oxygen Saturation-SpO2), шеќер во 

крвта, потење на кожата, телесна температура  и други. 

Oд биофизиолошките параметри кои можат постојано да се следат со помош 

на сензори, најпредизвикувачки за истражување е крвниот притисок. Неговото 

континуирано следење сѐуште е во фаза на истражување. За негово прецизно 

следење потребни се дополнителни сигнали преку кои може да се процени неговата 

вредност. 

Крвниот притисок, кој може да се дефинира како притисок направен со 

циркулирање на крвта врз ѕидовите на крвните садови, претставува значаен био- 

маркер на кардиоваскуларното здравје и индикатор за општо здравје. Крвниот 

притисок се смета за еден од најважните витални знаци на кардиоваскуларниот 

систем. Тој може да варира поради некоја физичка активност, вознемиреност, 

лекови и различни емоции. Флуктуациите на крвниот притисок може да бидат знак 

на некое здравствено нарушување. 

Крвниот притисок обично е претставен со три вредности: систолен (systolic 

blood pressure - SBP), дијастолен (diastolic blood pressure - DBP) и среден притисок 

(mean blood pressure - MBP). 

Систолен притисок, е притисок направен на ѕидот на крвните садови со крв 

на крајот од систолна контракција на коморите. Систолниот е максимален притисок. 

Се јавува кога крвта се пумпа од левата комора во аортата. Дијастолниот притисок 

е притисок направен на ѕидовите на крвните садови на крајот на релаксација или 
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дијастола. Дијастолниот е минимален притисок. Се јавува кога крвта тече од 

преткоморите во коморите. Средниот притисок е притисок што ја одредува 

просечната брзина на протокот на крв низ системските садови. Средниот притисок 

обично се пресметува со следнава формула: 𝑀𝐵𝑃 = 1/3 × (𝑆𝐵𝑃 + 2 × 𝐷𝐵𝑃). 

Високиот или нискиот крвен притисок посебно неговите брзи флуктуации 

може да бидат поврзани со разни болести или состојби кај човекот. Високиот крвен 

притисок, кој се нарекува хипертензија, преставува еден од најчестите здравствени 

проблеми во светот, во денешно време. Според извештајот на Светската 

здравствена организација (СЗО), покачениот крвен притисок во моментов директно 

или индиректно е причина за смрт на девет милиони луѓе годишно. Високиот крвен 

притисок може да претходи на сериозни срцеви заболувања, мозочен удар и 

откажување на бубрезите. Хипертензијата ретко предизвикува симптоми во раните 

фази и затоа, повеќето пациенти со хипертензија обично не се свесни за постојната 

болест. Затоа од витално значење е прецизното и континуирано мерење на крвниот 

притисок. 

Прецизното мерење на крвниот притисок игра голема улога за 

дијагностицирање и превенција на многу болести, како и поставување на правилна 

дијагноза и нивен соодветен третман. Крвниот притисок вообичаено се мери во 

болниците, како еден вид на  медицинската рутина. 

Сепак, постои зголемена побарувачка за методологии, системи, како и точни и 

ненаметливи уреди што ќе овозможат континуирано мерење на крвниот притисок и 

мониторинг на широк спектар на пациенти, овозможувајќи им да ги извршуваат 

своите дневни активности без никакви дополнителни нарушувања. Технолошките 

достигнувања во последните децении создаваат можност за употреба на разни 

методологии и уреди како дел од амбителното живеење за подобрување на 

квалитетот на животот на луѓето во нивната природна средина. 

Во овој докторски труд е развиен систем со релативно нова архитектура за 

континуирано следење на биофизиолошките параметри, посебно на крвниот 

притисок, а со цел навремено алармирање при некои нагли промени, и преку тоа 

да може да се обезбеди навремена и соодветна реакција, избегнување и 
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спречување на некои сериозни ситуации кои можат да бидат со катастрофални 

исходи. 

Овој докторски труд предлага архитектура во која податоците, прво, се пред-

процесираат во мрежните уреди на рабовите од мрежата и на тој начин ја 

подобруваат ефикасноста и перформансите на системот, истовремено ја 

намалуваат латентноста, и ја намалуваат оптовареноста со мрежен сообраќај. 

Системот е составен од повеќе сензори за собирање на податоци кои се 

лесно носливи и не пречат во извршувањето на секојдневните рутини. Исто така, 

направена е и имплементација на алгоритми базирани на вештачка интелигенција, 

за обработка на сигнали, со цел да се направи деривација на потребните 

биофизиолошки параметри во реално време. На тој начин може навремено да се 

реагира и да се овозможи и брза интервенција, во случаите кога тоа е неопходно. 

Предмет на докторскиот труд и цели на истражувањето 

Темата на докторскиот труд е од исклучително научно и практично 

значење. Истата е многу актуелна, а поткрепа на ова е и фактот дека бројот на 

публикувани научни истражувања со сродна тематика, во последните три години 

се зголемува за 40% годишно, доколку се анализираат релевантните научни 

публикации објавени во SCI списанија од областа на инженерските науки. 

Главната цел на докторскиот труд е да се развие систем со иновативна 

мрежна архитектура, кој може да се користи и во домашни услови и може да 

обезбеди континуирано следење на биофизиолошките параметри кај човекот, со 

посебен акцент на крвниот притисок.  

Системот предвидува множество на безжични, неинвазивни и лесно 

носливи сензори кои може да се прикачат на човековото тело без притоа да ја 

нарушат секојдневната рутина на човекот.  

Паралелно на ова системот предвидува користење на серверски дел 

(сместен во облак) кој има за цел да обезбеди архивирање на сите измерени 

податоци и евентуална интеграција со болнички или други експертски системи. 

Во рамките на овој серверски дел би можеле да се изведуваат и компликувани 

пресметки. 



10 
 

Во овој докторски труд е предложено воведување на еден меѓу-слој кој 

работи на рабовите помеѓу сензорските компоненти и серверот, и е претставен 

со микро компјутерски системи кои имаат доволно голема процесорска сила и 

капацитет да вршат сложени пресметки и со тоа дури и во услови на прекината 

врска со серверот да овозможат извлекување на заклучоци, генерирање на 

аларми и нормална функција. 

Ваквиот систем може да обезбеди непречено алармирање во случај на 

нарушување на човековото здравје и следствено да обезбеди соодветна 

реакција, избегнување и спречување на сериозни последици и трагични исходи.  

Во денешни услови кога цените на сензорите се сè пониски, а нивните 

димензии сè помали, следењето на биофизиолошките параметри кај човекот 

станува речиси секојдневие. Континуираното следење на биофизилошките 

параметри со помош на сензори кои може да се прикачат на човековото тело или 

во неговата околина,  можат да дадат јасна слика за општата здравствена 

состојба на човекот во било кој момент. Иновативниот систем предложен во овој 

докторски може да обезбеди континуирано следење на неколку биофизиолшки 

параметри кај човекот, како што се: температура, пулс и пред сè крвен притисок. 

Посебен акцент ќе биде ставен на следењето на крвниот притисок кој е 

параметар од витално значење, но неговото континуирано следење најчесто 

претставува проблем, особено надвор од болничките одделенија за интензивна 

нега.  

Висок или низок крвен притисок или неговите брзи флуктуации може да 

бидат поврзани со разни болести или состојби. Високиот крвен притисок е еден 

од најчестите здравствени проблеми во светот, во денешно време. Високиот 

крвен притисок може да претходи на сериозни срцеви заболувања, мозочен удар 

или бубрежна дисфункција. Следењето на промените на крвниот притисок е од 

витално значење за дијагностицирање, превенција и третман на овие болести.  

Додека другите сигнали можат директно и релативно лесно да се мерат и 

следат, директното мерење и континуираното следење на крвниот притисок е 

предизвик кој е во фаза на истражување. 

Најголемиот дел од тековните неинвазивни методи следење на крвниот 
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притисок се дискретни, а оние пак кои овозможуваат континуирано следење на 

крвниот притисок се инвазивни. Вообичаено, инвазивните системи за мерење и 

следење на крвниот притисок користат катетер, односно тенка флексибилна 

цевка што се вметнува во артеријата. Овој начин на мерење не е соодветен за 

употреба надвор од болнички рамки. За таа цел денес постојат голем број на 

активни истражувања и проекти кои трагаат по револуционерен методологии за 

индиректна естимација на крвниот притисок од други био-физиолошки сигнали 

кои може да се мерат директно. 

Во зависност од влезните сигнали кои се користат за естимација на крвниот 

притисок, овие методологии можат да се класифицираат во три категории: 

1) проценка на крвниот притисок од сигнали на ECG и PPG 

2) проценка на крвниот притисок само од PPG сигнали 

3) проценка на крвниот притисок само од ECG сигнали 

Што се однесува до уредите кои се користат за континуирано мерење на крвниот 

притисок, тие можат да се класифицираат во три категории.  

1. Уреди за мерење на крвен притисок кои користат паметен телефон. 

2. Лесни уреди за носење за мерење на крвен притисок. 

3. Систем со сензори и апликации за паметни телефони. 

 

Како резултат на направениот преглед на постоечките научни истражувања 

(Stojanova et al., 2019), утврдено е дека естимацијата на крвниот притисок со 

најмал број на сензори и моќни софтверски алгоритми базирани на вештачка 

интелигенција може да даде огромен научен придонес. Во тој контекст овој 

докторски труд предлага и алгоритми за проценка на крвниот притисок со 

употреба на само еден PPG сензор и еден акцелерометар кои физички се ко-

лоцирани во еден уред прикачен на човековото тело.  

Методологија на истражувањето 

Во првата фаза, е направен детален преглед на веќе постоечка 

литературата поврзана со предвидените истражувања. 

Следните фази се во насока на развивање на системот со иновативна 
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архитектура кои ќе служи за континуирано следење на биофизиолошките 

параметри, посебно на крвниот притисок. Целта на системот е навремено 

алармирање при некои нагли промени, а преку тоа и обезбедување на навремена 

и соодветна реакција, избегнување и спречување на некои сериозни ситуации кои 

можат да бидат со катастрофални исходи.  

 За таа цел овој докторски труд предлага архитектура во која податоците се 

пред-процесираат во мрежните уреди на рабовите од мрежата и на тој начин ја 

подобруваат ефикасноста и перформансите на самиот систем, истовремено 

намалувајќи го мрежниот сообраќај и латентноста.  

Системот е составен од сензори кои служат за собирање на податоци, тие 

лесно можат да се носат, а истовремено не претставуваат никаква пречка при 

извршувањето на секојдневните рутини на човекот. 

Понатаму истражувањето е насочено кон имплементација на алгоритми 

базирани на вештачка интелигенција, за обработка на сигнали, со цел да се 

направи деривација на потребните биофизиолошки параметри во реално време. 

На тој начин може да се овозможи и брза интервенција кога е потребно.  

Исто така,  направен е развој на алгоритам за проценка на крвниот притисок, 

врз база на PPG сигналот, кој е прочистен од шумовите добиени од надворешната 

средина и шумовите добиени со движењето и секојдневното функционирање на 

човекот. Пресметувањето на вредноста за крвниот притисок базиран исклучиво на 

PPG сигнали, е помалку истражуван метод. Од друга страна, PPG сигналот се 

добива со лесно носливи сензори кои се многу едноставни и евтини. Оваа техника, 

за пресметка на крвниот притисок со користење само на PPG сигналот, може да 

се користи за развој на преносен ненаметлив систем и систем во реално време, 

способен за постојано следење на пациентите. 

Пресметување во магла (Fog Computing) 

Интернет на нештата (IoT) како технологија станува широко прифатена и 

усвоена во многу аспекти од секојдневен живот на човекот. Оваа технологија 

овозможува компетентен и структуриран пристап во насока на подобрување на 

здравјето и здравствената благосостојба на човештвото. Интернет на нештата 
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според очекувањата и предвидувањата има потенцијал да го реконструира 

здравствениот сектор во однос на социјалните придобивки и економичноста на 

трошоците. 

Поради компјутерската природа на IoT, целиот здравствен систем и сите 

субјекти во него (лица, уреди, лекови) може да се следат и управуваат постојано. 

Со примена на IoT технологиите во здравството, цената и квалитетот на 

медицинската нега може значително да се подобри со автоматизирање на 

задачите кои претходно биле извршувани од страна на луѓето. Во таа смисла, IoT 

овозможува развој на електронско здравство (е-Health ), мобилно здравство 

(mHealth) и амбиеталното потпомогнато живеење кои дозволуваат далечинско 

набљудување и следење на пациенти кои живеат сами во домашни услови или се 

лекуваат во болници. 

Дизајнирањето на самостојни носливи уреди повеќе не е доволно, наместо 

тоа, станува неопходно да се создаде целосен систем во кој сензорите поставени 

на или околу телото на човекот непречено собираат податоци и ги синхронизираат 

со услугите на облак преку инфраструктурата IoT. 

Оваа архитектурата вклучува три главни компоненти:  

1) мрежа од сензори поставени на и околу телото,  

2) порти поврзани со Интернет, и  

3) поддршка на облак и големи податоци.  

Податоците, кои се генерирани од сензорите прикачени на корисниците, им 

се ставаат на располагање на старателите, членовите на семејството или 

овластените лица со што им се овозможува тие да можат да ги проверат виталните 

знаци на субјектот од каде било и во кое било време. 

Промената на парадигмата кон паметни сеприсутни здравствени системи 

резултира во нови предизвици кои треба да исполнуваат различни побарувања, 

како што се сигурност, интероперабилност, енергетска ефикасност, мала 

латентност, мобилност, безбедност и сл. 

Во делот на здравствената нега, дизајнирањето ефикасен систем базиран 

на IoT е предизвикувачка задача заради следниве главни проблеми.  

• Прво, избраната технологија за мрежно поврзување на сензорите мора да 
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биде ефикасна во однос на ресурсите и да се прилагоди на апликациите 

за е-здравство. Јазлите на медицински сензори, особено имплантираните, 

имаат многу помала моќност за обработка, меморија, брзина на 

пренесување и снабдување со енергија од сензорите во доменот на 

другите мрежни сензори.  

• Второ, за разлика од вообичаените мрежни сензори каде се користи пренос 

на податоци на основа на интервали (на пр., Следење на температурата и 

влажноста), апликациите за е-здравство честопати треба да бидат 

управувани со преноси врз основа на стриминг, при што треба да се земат 

предвид барањата во реално време. Како резултат на тоа, за време на 

процесот на пренесување се троши голема енергија. На пример, преносот 

на ЕКГ сигналот бара ширина на опсег од 4 kbps по канал.  

• Трето, во апликации за повеќе пациенти, како што е случајот во паметни 

болници, во излезните порти потребни се хардверски платформи со голема 

моќ за обработка и карактеристики за паралелно процесирање, заради 

конкурентната природа на работата.  

• Четврто, при примена во е-здравство, од најголема важност е и 

надежноста на системите, затоа неприфатлива е и кратка недостапност на 

системот. Така, како што ќе разговараме во продолжение, ограничените 

ресурси на јазли на медицински сензори ја прават употребата на портали 

за општа намена неефикасна во повеќето околности во однос на 

доцнењето, енергијата и сигурноста. 

Постоечките системи за оваа немена користат излезна порта (капија-

gateway) како посредник помеѓу сензорите и склладирањето во облак, но и даваат 

минимална улога на портата. Во здравството, особено за далечинско следење на 

здравјето, се бара високо ниво на сигурност, достапност и стабилност. Покрај тоа, 

прашањата поврзани со безбедноста и приватноста се од клучно значење. За една 

излезна порта, во ваков систем за здравство, значајно е да ги задоволува овие 

специфични барања со прилагодување на портите за потребите во доменот на 

здравствената нега и обезбедување интелигенцијата да биде поблизу до самите 

пациенти. 



15 
 

Основните цели за користење на дистрибуирана мрежа на паметни порти во IoT 

системите за здравство, се следниве: 

1. Да се обезбеди локална обработка на податоци со цел медицински 

лица да добијат нотификација во реално време, 

2. Да се гарантира безбедност на чувствителните медицински податоци 

собрани од сензорите и да се зачува приватноста на пациентите, 

3. Да се даде интероперабилност за хетерогени платформи и 

комуникациски протоколи што се користат во мрежните медицински 

сензори. 

4. Да се обезбеди мобилност на пациентите низ делот на покривање од 

Fog слојот во деловите за болничка или домашна нега. 

5. Да се овозможи основната сензорска мрежа да биде поефикасна во 

однос на енергијата и комуникацискиот пропусен опсег. 

 

Архитектура на системот и улогата на пресметувањето во магла 
 

Пресметките во магла се есенцијална парадигма за поместување кон хиерархиска 

архитектура на системот. Како што е прикажано на слика 1, пресметувањето во 

магла е интермедијациско ниво меѓу облакот и крајните уреди, со што се 

надополнуваат предностите на пресметувањата во облак, преку обезбедување на 

дополнителни сервиси за новите барања во областа на IoT.  Целта на паметната 

излезна порта за е-здравство, како интермедијациски слој, е да обезбеди различни 

сервиси на рабовите на мрежата. 
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Слика  1 Основна IoT архитектура која се заснова на магла 

Архитектурата на системот ги вклучува следниве главни компоненти : 

1. Медицински сензори и мрежа на активатори. Сензорите овозможуваат 

постојана индетификација и собирање на биомедицинските и 

контекстуланите сигнали снимени од телото на човекот и просторијата во која 

тој се наоѓа. Потоа, податоците се пренесуваат до излезните порти преку 

безжични или жичани комуникациски протоколи како што се Bluetooth или Wi-

Fi. 

2. Мрежа од паметни капии (излезни порти) за е-здравство (e-Health gateways). 

Ова ниво е изградено од повеќе географско дистрибуирани паметни e-Health 

капии, на тој начин формирајќи ја маглата. Секоја капија, која поддржува 

различни комуникациски протоколи, има улога на динамичка допирна точка 

меѓу мрежата од сензори и локалниот switch. Портата, всушност, ги прима 

податоците од различни подмрежи, врши конверзија на протоколи и 
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обезбедува други сервиси од повисоко ниво како што се агрегација на 

податоците, филтрирање и редукција на димензионалноста. 

3. Back-end систем. Овој систем се состои од платформа за пресметка во облак 

која врши имплементација на пренос, овозможува складирање на податоци 

и нивна анализа. Исто така, обезбедува Web приказ на клиентот. Собраните 

податоци во врска со здравјето како и околината претставуваат извор на 

големи податоци, за статистичко и  различно медицинско истражување(пр. 

откривање на приближување на епидемски болести). 

 

Главната улога на капијата (портата) е да поддржува разни безжични протоколи и 

да води сметка за комуникацијата меѓу уредите. Улогата на капијата може да се 

прошири со цел да овозможи улога на магла со (1) формирање на посебен вид на 

мрежа на порти и (2) имплементација на неколку карактеристики како што е улога 

на складиште (т.е. локална база на податоци) за привремено чување на 

сензорските и корисничките податоци и инкорпорирајќи ги со фузија, агрегација и 

техники за интерпретација. Истовремено, овозможувајќи филтрирање, компресија, 

фузија, адаптибилност, безбедност, интероперабилност и енергетска ефикасност. 

Овие карактеристики се од суштинско значење за да се обезбеди локална 

обработка на податоците на сензорите. На Слика 2 е илустрирана архитектурата 

на паметна е-здравствена излезна порта која користи локална единица за 

филтрирање, компресија, фузија и анализа на податоци. 
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Слика  2 Паметна архитектура на капија (порта, gateway) за е-здравство 

Обработка и отстранување на шум и движечки артефакти од 

PPG сигнали 

Испитувањето и интерпретацијата на артерискиот пулс за медицински цели 

било широко применувано уште од антички времиња, кај Индиските, Египетските, 

Кинеските и Грчките цивилизации. Со зголемување на интересот за поздрав начин 

на живот, луѓето имаат тенденција да бидат повнимателни во врска со нивниот пулс 

и би сакале да имаат неинтрузивен уред за различни активности со цел мерење на 

пулсот. 

Алтернатива за ЕКГ е фотоплетимографија (Photoplethysmography-PPG). 

Фотоплетимографијата се базира на осветлување на крвните садови со употреба 

на светлечки диоди - лед и мерењето на рефлексијата на светлината во фото-

диода. 

Проблемот со употребата на PPG сензори, поставени на зглобот на рака, е 

фактот што во тој случај тие се повеќе подложни на движење. При движење, 

мерењата од PPG сензорите се дисторизирани од таканаречени  движечки 

артфакти (MA). Постојат повеќе техники за процесирање на сигнали од PPG 

сигнали со МА артефакти, како што се: Анализа на независна компонента( 

Independent Component Analysis (ICA) ) (B. S. Kim & Yoo, 2006), Прилагодено 

отстранување на шум (Adaptive Noise Cancellation (ANC) (Yousefi et al., 2014),  
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TROIKA околина (TROIKA) (Z. Zhang et al., 2015) и  Joint Sparse Spectrum 

Reconstruction (Z. Zhang, 2015). 

PPG сензорите се неинвазивни, лесно носливи и денеска имаат релативно 

ниска цена. Истите се користат за  постојано следење на промените на волуменот 

на крвта во капиларните садови користејќи го својството на рефлексија и 

апсорбција на светлината, произведувајќи употребливи биомедицински 

информации како што се брзина на отчукување на срце (heart rate - HR), кислородна 

заситеност и мерење на фреквенцијата на дишење. Сигналот се состои од две 

главни компоненти: стабилна DC компонента, која многу бавно се менува и  

пулсирачка AC компонента. 

AC компонентата ја преведува интеракцијата помеѓу промените во 

волуменот на крвта со сензорот. AC компонентата е обезбедена со срцева 

синхрона варијација во крвта, што се случува заради отчукувањата на срцето. Оваа 

компонента ги прикажува промените во волуменот на крвта, што ги претставува 

систолните и дијастолните фази. На слика 3 се преставени систолната, 

дијастолната фаза и дикротичното ниво. 

 

Слика  3 Систолна и дијастолна фаза кај PPG сигналот и дикротичното ниво 

За време на систолната фаза слабеењето на светлината се зголемува како 

резултат на брзиот проток на артериска крв, додека за време на дијастолната фаза 

слабеењето се намалува бидејќи крвта излегува од артериите. Ова резултира во 

пулсирачки бран што ја претставува AC компонента на PPG сигналот. 
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Движечки артефакти 
 

Покрај светлосните бранови, најчесто можат да се јават и други странични 

влијанија што влијаат негативно на добивањето на сигналот од PPG сензорите. 

Овие странични ефекти што во главно се добиваат како резултат на движење на 

субјектот се наречени движечки артефакти (Motion Artifacts - MA). На ваков начин 

се добиваат недоверливи информации и добивањето на точниот сигнал е 

намалено, а причина за тоа е движењето на субјектот или шумот кој се добива од 

самата околина. Поради ваквите движечки артефакти, PPG сензорот сè уште не е 

многу прифатен како сензор за апликации кај мобилни и здравствени апликации. 

Но, може да најде примена во повеќе клинички делови како: Клиничко следење на 

физиолошки параметри (Брзина на отчукување на срце (HR), Крвниот притисок, 

кислородна заситеност, респирација, артериска болест и стареење, 

терморегулација, варијабилност на отчукувањата на срцето, неврологија, и други 

проценки на кардиоваскуларните промени). 

Постојат три различни извори на движечки артефакти кои ја компромитираат 

читливоста на добиениот сигнал од PPG сензорот, а тоа се: еколошки, физиолошки 

и експериментални артефакти. Овие шумови можат да се припишат на мешањето 

на електромагнетните бранови околу телото; истовременото мерење и добивањето 

на други биофизиолошки сигнали или може да биде шум кој го создава самиот 

мерен инструмент. 

Други нарушувања во сигналот можат да бидат предизвикани од самата 

мерна локација, контактната сила при поставувањето на мерниот инструмент, шум 

добиен при механичко движење на телото или дишење, температура на околината, 

карактеристиките на кожата и сл. 

На слика 4 е прикажан случај на PPG сигнал со и без движечки артефакти. 
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Слика  4 PPG сигнал со и без движечки артефакти 

Во главно, сите досегашни начини на кои се работи, за отстранување на 

движечки артефакти и добивање на чист PPG сигнал,  можат да се поделат во три 

главни категории. 

• методи со користење на единечен  PPG сигнал.  

• методи со користење на повеќе каналски PPG сигнали. 

• методи со користење на PPG сигнал заедно со податоци за движењето, 

најчесто податоци за забрзување по 3 те оски.  

 

 Нашиот алгоритам 
 

Ние како темел ги земаме принципите кои ги поставува околината TROIKA, 

користиме делови од тој алгоритам, го прилагодуваме со цел да го применуваме на 

нашето множество од податоци. За разлика од поголем број на алгоритми, кои 

користат готово множество на податоци за тренирање и тестирање, ние користиме 

сопствено множество на податоци. Нашето множество на податоци се состои од 

мерења на PPG сигнали врз лица кои се згрижени во старечки дом. Сензорите за 

собирање на PPG сигналот се поставени на зглобот од раката. Уредот работи со 

фреквенција од 200 Hz, што значи дека на секои 0.005 секунди се мери нова 
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вредност за PPG. Бидејќи податоците се собираат од дом за згрижување на стари 

лица, кај нив нема интензивни вежби и движења, сепак движечките артефакти 

многу лесно можат да направат проблем во сигналот. 

TROIKA алгоритамот се состои од повеќе делови: првична декомпозиција на 

сигналот (Signal Decomposition), реконструкција на сигналот (Sparse Signal 

Reconstruction - SSR) и следење на спектралниот врв (Spectral Peak Tracking - SPT). 

Овој алгоритам работи со единечен PPG сигнал и користи податоци за забрзување. 

Ова одговара на нашите потреби бидејќи и ние во собраните податоци имаме 

единичен PPG сигнал и податоци за забрзување. Пред да се започне со фазата на 

декомпозиција, PPG сигналот минува низ филтер на опсег. Ваквиот филтер ги 

отстранува фреквенциите кои не се поврзани со отчукување на човеково срце. 

Фазата на декомпозиција на сигнал се користи за отстранување на шумот и 

движечките артефакти од PPG сигналот. 

Ова се прави со декомпозиција на единечниот сигнал во повеќе компоненти. 

Ваквите компоненти потоа се анализираат и оние кои се поврзани со шум и 

одредена интерференција може да бидат отстранети. Потоа, сигналот се 

реконструира без тие компоненти.   

Еден од алгоритмите за декомпозиција на сигналот што овде е одлучено да 

се  користи е SSA (Singular Spectrum Analysis) алгоритамот. Основниот SSA 

алгоритам се состои од две комплементарни фази: декомпозиција и реконструкција. 

Со SSA алгоритамот и декомпозиција на PPG сигналот, тој може да биде 

поделен во повеќе компоненти, а една или повеќе компоненти содржат 

информација за срцевото отчукување. Сепак, идентификувањето на ваквите 

компоненти не е секогаш едноставно. Всушност, не е секогаш случај да првите 

компоненти ја содржат информацијата за пулсот-срцево отчукување.  Било која од 

компонентите може да ја содржи таа информација. Токму поради ова, постои 

потреба од метода за селекција на вистинските компоненти. Потребно да  бидат 

земени во превид бројни ситуации, но и да бидат поставени одредени критериуми 

со цел да бидат идентификувани бараните компоненти. 

Начините на кои МА се појавува во PPG сигналите не се секогаш конзистентни. 

Можат да се јават и вакви случаи: 
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• Фреквенциите на МА врвовите се далеку од оние на срцевото отчукување 

(HR). 

• Фреквенциите на МА врвовите се совпаѓаат со тие на PPG. 

• Постојат нагласени МА врвови, а заради тоа може да отсуствува 

информација за врвовите во PPG сигналот.  

• Не постои јасен врв на PPG.  

• Фреквенцијата на МА врвот е многу близу до онаа на PPG. 

 

Првиот дел е првичната обработка на сигналот (претпроцесирање). Во овој 

дел за разлика од околината TROIKA, во нашиот алгоритам се користи филтер за 

опсег на фреквенции (bandpass filter), конкретно филтерот Chebyshev тип 2. Овој 

филтер според (Liang et al., 2018) се покажува како оптимален филтер за ваков тип 

на сигнали, од сите други 9 испитувани различни филтри. Од овие причини во делот 

за првична обработка е донесено одлука да се користи овој тип на филтер. 

Вториот чекор кој е додаден со цел да се намали времето на обработка на 

сигналот е делот со правење на одлука од две можности, каква што се прави и во 

(Song et al., 2017). Оваа одлука се прави со цел да се види дали има потреба 

воопшто да се оди во делот на декомпозиција или директно да се премине кон 

делот за естимација на HR. Овој чекор има за цел, преку амплитудата од 

периодограмот на податоците за забрзување, да се одлучи дали постојат МА или 

не.  

Дури откако ќе поминат овие два чекори се оди во делот за декомпозиција на 

сигналот со помош на SSA алгоритамот во кој е вклучен делот за отстранување на 

компонентите RoC. Графичкиот приказ на алгоритамот е даден на Слика 5. 
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Слика  5 Шематски приказ на алгоритамот 

 

Резултати од применетиот алгоритам 
 

Алгоритамот со соодветните подесувања и оптимизации е применет на 

нашето множество на податоци. Мерењата се направени со сензор поставен на 

зглобот од раката. Уредот работи со фреквенција од 200 Hz. Алгоритамот за 

филтрирање го тестиравме на 15 различни мерења. Дел од резултатите од 

филтрирањето се прикажани во продолжение (Слика 6 а), b) и c)) Првиот сигнал е 

 
PPG СИГНАЛ 

ПРВИЧНА 

ОБРАБОТКА 

ФИЛТЕР ЗА ОПСЕГ НА 

ФРЕКВЕНЦИИ 

Chebyshev тип 2 

ПОДАТОЦИ ЗА 

ЗАБРАЗУВАЊЕ  по 

3те оски 

ОДЛУКА 

SSA 

 

ЕСТИМАЦИЈА 

НА HR 

ЕСТИМАЦИЈА 

НА HR 

RoC 

ДЕКОМПОЗИЦИЈА 

има МА нема МА 
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почетниот односно измерениот PPG сигнал, вториот сигнал и сигнал добиен од 

првичното филтрирање (во фазата за претпроцесирање со Chebyshev 2 од тип 2 

филтерот), а третиот е крајно филтрираниот сигнал со отстранетите движечки 

артефакти. 

 

а) Прво мерење 

 

b) Второ мерење 
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c) Трето мерење 

Слика  6 Сегменти од резултатите од филтрирањето применети на 3 различни 
мерења. Првиот дел кај секој од сигналите е измерениот PPG сигнал, вториот е 

сигнал добиен од првичното филтрирање и третиот е крајно филтрираниот сигнал 
со отстранетите движечки артефакти 

Методи на машинско учење 

Машинско учење (Machine Learning - ML) претставува алгоритамски пристап, 

за решавање на секоја дадена задача, што дозволува можност компјутерот да 

извршува задачи без експлицитно програмирање. Ваквиот пристап овозможува 

човечка  интелигенција и можност за учење преку искуства и се развива на тој начин 

што во секоја итерација се обидува да се доближи до оптималното решение. Затоа 

се вели дека системот за машинско учење се обучува, наместо експлицитно да се 

програмира. Тој е претставен со многу примери релевантни за задачата и наоѓа 

статистичка структура во овие примери што на крајот му овозможува на системот 

да излезе со правила за автоматизирање на задачата. Методите на машинското 

учење можат да се искористат и во процесот на естимација на крвниот притисок од 

PPG сигналите, како и да помогнат понатаму во процесот на предвидување (Witten 

et al., 2016). 

Машинското учење може да се подели во два главни дела и тоа, 

надгледувано (supervised learning) машинско учење и ненадгледувано 
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(unsupervised learning) машинско учење, но исто така техниките на машинското 

учење можат да се поделат и во повеќе дополнителни категории во зависност од 

нивните карактеристики како што се делумно надгледуваното (semi-supervised 

learning) учење и учењето со поттикнување (reinforcement learning). 

Кога станува збор за естимација на крвниот притисок, фокусот во главно се 

става на методите за надгледувано учење, а во одредени случаи и методи за 

ненадгледувано учење бидејќи целта е да се предвидат вредностите на крвниот 

притисок, што е континуирана променлива. Затоа во ова поглавје е ставен акцент 

на основните методи од машинското учење кои се користат за естимација, 

класификација и кластерирање на крвниот притисок. 

Бидејќи целта е да се естимира BP, што не е дискретна туку континуирана 

променлива, потребно е справување со проблем на регресија. Во анализата со 

регресија се прави обид да се добие функциска врска помеѓу континуираната 

зависна променлива (BP) и независните променливи (PPG карактеристики). 

Таквата врска може да биде едноставна (на пр. линеарна) или комплексна (на пр. 

нелинеарна). Врз основа на векторот на карактеристиките на PPG сигналот, се 

користат различни методи за машинско учење за естимирање на систолниот (SBP) 

и дијастолниот (DBP) притисок. 

Основни карактеристики што го опишуваат PPG сигналот 

 

PPG карактеристиките најчесто ја опишуваат морфологијата на еден 

индивидуален циклус во временски домен, користејќи траење на одредени 

карактеристични форми во самиот PPG бран, или површни под или над одредени 

делови од бранот. Од PPG сигналот можат да извлечат голем број на 

карактеристики од временскиот домен, кои ги вклучуваат споменатите траења и 

површини од бранот. Карактеристиките на PPG бранот во временски домен 

користени во нашиот труд се прикажани на табела 1 и соодветно на Слика 7. 
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Табела 1. Карактеристики на PPG бранот во временски домен користени во нашиот 
случај 

 

 

 

Карактеристика Опис 

Т Траење на циклусот 

Тs Време од почетокот на циклусот до систолниот врв 

Тd Време од систолниот врв до крајот на циклусот. 

Тnt Време од систолниот врв до диастолискиот раст односно до 

секундарниот врв (dicrotic peak) 

Тtn Време од диастолниот раст (dicrotic peak) до крајот на циклусот 

Ta Време од почетокот на циклусот до dicrotic peak. 

Tb Време од dicrotic peak до крајот на циклусот. 

AUCта Површина под кривата (AUC) почетокот на циклусот до dicrotic peak. 

AUCтв Површина под кривата (AUC dicrotic peak до крајот на циклусот. 

AUCsys  Површина под кривата (АUС) од почетокот на циклусот до 

систолниотврв 

AUCdia Површина под кривата (АUС) од систолниот врв до крајот на циклусот 

H Висината од диастолната вдлабнатита до систолниот врв 
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Слика  7 Морфолошки карактеристики на PPG сигналот користени во нашиот случај 

Анотација на PPG сигналите 
 

Со цел да се издвојат потребните карактеристики, прво треба да се 

определат точките кои ги претставуваат соодветно систолниот врв, диастолната 

вдлабнатина, секундарниот врв (dicrotic pick) и секунадарната вдлабнатина (dicrotic 

notch). За таа е користен алгоритамот AMPD (автоматскиот  повеќенивовски- 

базиран алгоритам за детекција на врвови  (automatic multiscale-based peak 

detection-AMPD) (Scholkmann et al., 2012). А дополнително се користи и  алгоритам, 

чија намена анотација на крвен притисок, имплементиран во Matlab од страна на 

Alexandre Laurin (Laurin, A. 2017). 

Со користење на овие алгоритми добиваме определени точки кои понатаму 

ни служат да ги извлечеме потребните карактеристики. Пример за изглед на 

резултатот од алгоритамот е прикажан на слика 8. 
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Слика  8 Приказ на резултатот со користење на алгоритамот (Laurin, 2017) 

Но, не секогаш сигналите се така чисти за да може јасно да се определуваат 

индексите на dicrotic notch и dicrotic peak, во такви случаеви полесно е само 

определувањето само на врвовите и минимумите. За таа се користи комбинација 

од двата претходно споменати алгоритми. 

Откако се извлечени карактеристиките од PPG сигналот, следно прашање е 

колкав дел од сигналот треба да се користи како податок кој подоцна ќе се 

искористи за машинското учење. 

По направена анализа одлучено е да се земат во предвид 5 последователни 

периоди, односно тоа би значело по 5 од сите претходно спомнати карактеристики. 

На тој начин, може да се даде доволна точна претстава за бранот а од друга страна 

времето за пресметка би било релативно брзо. Од извлечените карактеристики се 

наоѓаат нивните просечни вредности, а тоа претставува влез во некои од формите 

за машинско учење. 

Целта е 5-те последователни периоди да бидат дел од бранот кој е чист без 

шум и само на таков начин, лесно од него би можело да се извлечат потребните 

карактеристики. Тие особини, не значи дека со сигурност ги имаат првите 5 периоди 

од бранот. Затоа е одлучено од бран во траење од максимум 1 минута да определат 

сите периоди и да се земат во предвид оние 5 последователни периоди кои имаат 

најмали варијации меѓу себе. Но, тоа не е доволен критериум, бидејќи може 

периодите да им бидат приближно исти но сличноста на бранот во тие периоди да 

биде сосема мала. Затоа, како дополнителен критериум се зема сличноста на 

бранот во 5 последователни приближно исти временски периоди, што определува 

преку коефициент на корелација помеѓу секои два периода од бранот. Затоа, како 

прв чекор се издвојуваат повеќе групи од 5 приближно исти периоди, кај кои 

разликата во периодите е најмала, а потоа кај сите од нив со помош на коефициент 
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на корелација се определува сличноста. На крај се користи онаа група со најголеми 

коефициенти на корелација. 

Откако се извлечени сите потребни карактеристики од PPG сигналот кои 

можат да послужат како податок за учење во некои од методите на машинско 

учење, следен чекор е дефинирањето на влезно податочно множество со доволен 

број на податоци. Освен PPG сигнал, во процесот на учење кај методите за 

машинско учење се потребни и соодветните вредности за систолниот и 

дијастолниот крвен притисок, кој временски одговара со 5-те погодни периоди од 

кои се извлечени потребните карактеристики. Потребните податоци ги земаме од 

Phsionet.org. 

PhysioNet е извор на ресурси за физиолошки сигнали. На овоа стрна се 

достапни голем број на клинички бази на податоци. Ние ја користевме MIMIC-III 

базата на податоци. Оваа база се состои од MIMIC-III Waveform база на податоци, 

MIMIC-III клиничка база на податоци и MIMIC-III Waveform Matched Subset база на 

податоци. 

Од оваа база се користени околу 1500 податоци кои содржат информации за 

PPG сигнали а истовремено и податоци за крвниот притисок. Овие податоци се 

користат како тренинг податоци во процесот на машинско учење. 

 

Класификација со помош на околината WEKA 
 

Главни карактеристики на околината  WEKA се: 

• Големо множество на податоци со алатки за обработка, алгоритми за 

учење и методи на евалуација 

• Графички кориснички интерфејси (вклучувајќи и визуелизација на 

податоци). 

• Околина за споредување на алгоритми за учење. 

Бидејќи целта е предвидување на крвниот притисок, како излези се користат 

податоците за  систолниот и диастолниот дел од крвниот притисок, а како влезови  

сите морфолошки карактеристики на PPG сигналот, претставени во табела 1. 
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Вредностите на систолниот и дијастолниот дел можат многу да варираат па затоа 

се поделени во групи. 

За диастолниот дел од крвниот притисок, групите ги означуваме со вредности од 

0-3 

• 0 - диастолен крвен притисок со вредност помала до 60 (ниска вредност) 

• 1 - диастолен крвен притисок во интервал од 61 до 80 (нормална вредност) 

• 2 - диастолен крвен притисок во интервал од 81 до 90 (пред висока вредност) 

• 3 - диастолен крвен притисок со вредност поголема од 90 (висока вредност). 

За систолниот дел од крвниот притисок поделбата по групи е следна: 

• 0 - систолен крвен притисок со вредност помала до 90 (ниска вредност) 

• 1 - систолен крвен притисок во интервал од 91 до 120 (нормална вредност) 

• 2 - систолен крвен притисок во интервал од 121 до 140 (пред висока 

вредност) 

• 3 - систолен крвен притисок со вредност поголема од 141 (висока вредност). 

 

Од методите за машинско учење, се користат алгоритмите за класификација 

имплементирани во WEKA: J48, Random Tree, Random Forest, LMT, Bayes Net, SMO, 

Multi-Layer Perceptron, KStar, AdaBoostM1 и JRip. 

Табела 2. Резултати за процент на точно класифицирани податоци од алгоритмите 
за класификација во WEKA 

 SBP DBP 

Алгоритам Процент на точно класифицирани податоци 

J48 78.0714 % 81.5    % 

Random Tree 94.2143 % 95      % 

Random Forest 96.1429 % 95.6429 % 

LMT 92.7857 % 88.8571 % 

Bayes Net 53.5714 % 62.5714 % 

SMO 53.1429 % 58.5    % 

Multi-Layer Perceptron 64.3571 % 72.7857 % 

KStar 95.7143 % 97      % 

AdaBoostM1 49.1429 % 56.2857 % 
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JRip 65.1429 % 73.4286 % 

 

Од резултатите прикажани на табела 2, се гледа дека најдобри резултати се 

добиваат со користење на алгоритмите за класифицирање базирани на дрва, и 

посебно алгоритамот за Random Forest (96.1429 %  за SBP и 95.6429 % за DBP). 

Исто така и алгоритамот KStar покажува голем процент на точно класифицирани 

податоци и кај систолниот и кај дијастолниот крвен притисок (95.7143 % и 97 % 

соодветно). 

Ова е случај кога како влезови се користат сите карактеристики прикажани на 

Табела 1. Но, во многу случаи, определувањето секундарниот врв може да биде 

тешко па дури и невозможно, бидејќи PPG сигналот е многу подлежен на шумови. 

Во таков случај, пожелно e да се користат само индексите на минимумите и 

максимумите во PPG сигналот, кои се дообиваат со помош на AMPD алгоритамот. 

На тој начин се намалува бројот на влезни параметри. Карактеристиките кои во 

таков случај се користат се: Т, Тs, Тd, AUCsys, AUCdia и H. Кога со помалку влезни 

параметри се извршуваат алгоритмите за класификација, времето за нивна 

обработка се намалува, но очекувано, се намалува и процентот на точно 

класифицирани податоци. Резултатите кои ги добиваме со намалениот број на 

влезни параметри се дадени во Табела 3. 

Табела 0.1 Резултати за процент на точно класифицирани податоци од алгоритмите 
за класификација во WEKA, со помал број на влезови 

 SBP DBP 

Алгоритам Процент на точно класифицирани податоци 

J48 76.5    % 78      % 

Random Tree 93.3571 % 95.1429 % 

Random Forest 96.0714 % 96.2857 % 

LMT 89      % 84      % 

Bayes Net 52.2143 % 60.7857 % 

SMO 53.0714 % 58.3571 % 

Multi-Layer Perceptron 58.5714 % 68.4286 % 

KStar 95.1429 % 96      % 

AdaBoostM1 49.1429 % 56.2857 % 
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JRip 63.6429 % 70.0714 % 

 

Процентот на точно класифицирани инстанци, во нашиот случај, со намален 

број на влезните параметри, сепак останува висок, кај Random Forest (вредности: 

96.0714 % за SBP и 96.2857 % за DBP ) и KStar (вредности: 95.1429 % за SBP и 96 

% за DBP). 

Заклучок  

Развиен е прототип на систем за континуирано следење на 

биофизиолошкиот параметар за крвен притисок. Овој систем користи иновативна 

технологија која работи на принципот на пресметка во магла. Целта на ваквиот 

систем е да овозможи навремено алармирање кога ќе настанат некои нагли 

промени или флуктуации во биофизилошкиот параметар, а со тоа да се обезбеди 

соодветна навремена реакција. На тој начин би можело да се спречат многу 

сериозни здравствени ситуации кои можат да бидат живото загрижувачки или со 

тешки последици. 

Бидејќи за ваквиот систем, потребно навремено алармирање и работа во 

реално време, предложена е нова архитектура. Во оваа архитектура која се 

базира на пресметка во магла, податоците се претпроцесираат во мрежните 

уреди поставени на рабовите на мрежата. На таков начин се подобрува 

ефикасноста и се зголемуваат перформансите на самиот систем, а од друга 

страна истовремено се намалува мрежниот сообраќај а со тоа и латентноста. 

Системот е составен од сензори кои  многу лесно можат да се носат во 

текот на целиот ден и не преставуваат никаква пречка во извршувањето на 

секојдневните дејствија. 

Информациите собрани од сензорите понатаму се обработуваат со цел да 

се извлечат потребните биофизиолошки параметри. За таа цел се  

имплементирани алгоритми кои се засноваат на методите на машинско учење, 

што резултира во соодветен одговор во реално време. 

Во трудот посебен акцент е ставен на естимација на крвен притисок со 

помош и единствено со PPG сигналите, бидејќи овој пристап е најмалку 
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истражуван, а од друга страна PPG сензорите се лесни за носење и не 

преставуваат пречка во извршувањето на секојдневните активности, а 

истовремено се и евтини и лесно достапни. Ваквата техника, за пресметка на 

крвниот притисок со користење само на PPG сигналот, ние ја искористивме за 

развој на преносен ненаметлив систем и систем во реално време, способен за 

постојано следење на пациентите за долг временски период и во динамични 

услови.  

За потребите на системот развиен и алгоритам за естимација на PPG 

сигналот. Но, овој сигнал е многу осетлив на шум од надворешната средина и 

посебно шум добиен при движењето и извршувањето на секојдневните дејствија, 

прво PPG сигналот го прочистуваме со предложен алгоритам, а потоа врз основа 

на чистиот сигнал правиме естимација на крвниот притисок. 

Користиме и методи на машинско учење за регресија и класификација со 

цел да добиеме предвидување за крвниот притисок врз база на извлечените 

карактеристики од PPG сигналот. Според резултатите кои ги добивме 

најпрецизни предвидувања се добиваат со методот на случајни шуми (Random 

Forest). 

Бидејќи во овој труд вниманието е насочено на PPG сигналот и естимација 

за крвниот притисок со него, цел за идните истражувања би била во насока на 

проширување на повеќе биофизилошките параметри со што би се добила уште 

попрецизна слика за здравствената состојба на човекот. 

Ваквиот систем за континуирано следење на биофизиолошките параметри 

е особено применлив во системите за амбиентално помогнато живеење како што 

се домовите за нега на стари лица и други медицински установи, во кои со 

користење на ваквите технологии може да се помогне  и да се олесни процесот 

на следење на здравствената состојба на пациентите, а од друга страна им се 

нуди зголемена удобност и безбедност на пациентите и точна и прецизна 

информираност.  

Затоа, дел од понатамошните истражувања е доразвивање и усовршување 

на ваквиот систем и негова апликација во установи кај кои постојаното следење на 

вакви биофизиолошки параметри е од витално значење за зачувување на 
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здравствената состојба и продолжување на квалитетен животот. 
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